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Resumen

Este artı́culo plantea el desarrollo de un entorno de pruebas para la detección de participantes del tráfico en entornos urbanos,
mediante redes neuronales a partir del procesamiento de los datos procedentes de los sensores del vehı́culo: una cámara RGB
y un sensor LiDAR 3D. Para ello se presenta la integración del simulador realista CARLA (Car Learning to Act), que permite
la recreación de escenarios urbanos complejos, junto a ROS2 (Robot Operating System), que es un entorno para la creación de
aplicaciones robóticas. En concreto, para el caso de imágenes RGB se evalúa cualitativamente el rendimiento de la red CNN
(Convolutional Neural Network) YOLOv8 y la red transformadora especializada en detección DETR (Detection Transformer).
De forma análoga, para la detección de participantes del tráfico en nubes de puntos se analizan las redes PV-RCNN (PointVoxel
Regional based Convolutional Neural Network) y su evolución Part-A2-Net.

Palabras clave: Vehı́culos autónomos, sensores y actuadores automotrices, redes neuronales, programación y visión,
percepción y detección, simulación.

Detection of Traffic Participants in Urban Environments using RGB Images and 3D Point Clouds

Abstract

This article proposes the development of a test environment for the detection of traffic participants in urban environments
using neural networks based on the processing of data from vehicle sensors: an RGB camera and a 3D LiDAR sensor. It presents
the integration of the realistic simulator CARLA (Car Learning to Act), which allows the detailed recreation of complex urban
scenarios, together with ROS2 (Robot Operating System), which is a framework for the development of robotic applications.
Specifically, for the case of RGB images, the performance of the CNN (Convolutional Neural Network) YOLOv8 and the DETR
(Detection Transformer) is qualitatively evaluated. Similarly, for the detection of traffic participants in point clouds, the PV-
RCNN (PointVoxel Regional based Convolutional Neural Network) and its evolution Part-A2-Net are analysed.

Keywords: Autonomous vehicles, automotive sensors, neural networks, programming and vision, perception and sensing,
simulation.

1. Introducción

La automatización se ha consolidado en una amplia varie-
dad de sectores, entre ellos, la industria de la automoción (Bis-
was and Wang (2023)). En este sector, los vehı́culos autóno-
mos están experimentando un continuo desarrollo y están ex-

pandiendo su presencia de manera progresiva en las carreteras.

En este ámbito, existen vehı́culos autónomos equipados
con multitud de sensores, como es el caso del LiDAR 3D (Ur-
mila. and Megalingam (2020)) o de las cámaras RGB (Mo-
reau and Ibanez-Guzman (2023)), que proporcionan una gran
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cantidad de datos del entorno junto al software de detección
de obstáculos (Liu et al. (2023b)). Esto les permite alcanzar
el nivel 3 de autonomı́a según la clasificación de la Sociedad
de Ingenieros de la Automoción (SAE (2024)). En dicha cla-
sificación se parte del nivel 1, correspondiente a sistemas de
asistencia a la conducción como el mantenimiento de carril o
el frenado automático de emergencia, hasta el nivel 5, que se
corresponde con la completa autonomı́a del vehı́culo.

Además, cobra cada vez más fuerza el empleo de simula-
dores en el proceso de desarrollo de vehı́culos autónomos, lo
que no solo reduce costes y tiempos, sino que también posibi-
lita la realización de pruebas más seguras y versátiles (Niko-
lenko (2021)).

Tanto las clásicas Redes Neuronales Convolucionales
(O’Shea and Nash (2015)) como las novedosas redes trans-
formadoras (Carion et al. (2020)), aplicadas a la detección de
objetos, demandan grandes cantidades de datos para su ade-
cuado entrenamiento, verificación e implementación. En este
contexto, los simuladores ofrecen la ventaja de generar datos
fiables etiquetados automáticamente, junto a la posibilidad de
modificar las condiciones de conducción.

En este artı́culo se presenta un entorno de pruebas para
vehı́culos autónomos combinando ROS2 y CARLA para la
detección de participantes del tráfico. Destaca la implementa-
ción y validación de diferentes modelos de redes neuronales
convolucionales y transformadoras para el análisis de imáge-
nes y nubes de puntos, comparando cualitativamente su rendi-
miento bajo diferentes condiciones.

El resto del artı́culo está organizado de la siguiente mane-
ra. El apartado 2 trata sobre el entorno empleado para generar
y tratar las imágenes y nubes de puntos sintéticos. Tras esto, en
la sección 3 se describen las redes neuronales empleadas para
detectar participantes del tráfico. Posteriormente, en el aparta-
do 4 se muestran los resultados de las detecciones realizadas
por las redes neuronales. Por último, el artı́culo finaliza en la
sección 5 con las conclusiones, agradecimientos y referencias.

2. Generación de imágenes y nubes de puntos sintéticos

La generación de imágenes y nubes de puntos sintéticos
etiquetados constituye la base fundamental para el entrena-
miento y la evaluación de sistemas de percepción y detección
de obstáculos. En este contexto, los simuladores de un alto
grado de realismo, como CARLA, permiten la creación de en-
tornos urbanos complejos y dinámicos, donde cada elemento
del escenario, denominado actor, puede ser controlado y mo-
dificado según se requiera para generar conjuntos de datos ri-
cos y variados (Dosovitskiy et al. (2017)). Ası́ se consigue la
simulación de situaciones de tráfico realistas con diversos par-
ticipantes como vehı́culos, peatones y obstáculos estáticos.

Dentro de las distintas posibilidades que ofrece CARLA,
un aspecto a destacar es la generación de datos semánticamen-
te etiquetados (Gannamaneni et al. (2021); Liu et al. (2023a)),
una caracterı́stica soportada tanto por las cámaras RGB co-
mo por los sensores LiDAR 3D integrados en CARLA. Estos
datos etiquetados son cruciales para el entrenamiento de mo-
delos de redes neuronales al proporcionar información precisa
sobre la clasificación de objetos dentro de la escena simula-
da y generar automáticamente etiquetas semánticas para ca-
da pı́xel de las cámaras RGB o para cada punto de las nubes

de puntos del LiDAR 3D. Todo ello elimina la necesidad de
realizar laboriosos procesos de etiquetado manual, acelerando
significativamente el ciclo de desarrollo de los algoritmos de
percepción.

Una vez obtenidos los datos sintéticos, la herramienta
CARLA-ROS Bridge ofrece una solución para integrar ROS2
con el simulador CARLA, facilitando la transferencia de datos
entre el entorno simulado y ROS2. Gracias a la bidireccionali-
dad de esta herramienta, es posible tanto ajustar y actuar sobre
parámetros del simulador, como obtener del mismo los datos
de las cámaras RGB y del sensor LiDAR 3D.

En este escenario la utilidad de ROS2 radica en su capa-
cidad para facilitar la recopilación, el procesamiento y la ges-
tión de los datos generados por los sensores simulados (Fis-
cher et al. (2021)), como son las cámaras RGB y los senso-
res LiDAR 3D. Además, esto se beneficia de la herramienta
ROS2 Bag, que permite grabar y reproducir datos visualiza-
dos con RViz, facilitando la creación de bibliotecas de escena-
rios (datasets) de tráfico. Esto es útil para comparar enfoques
de detección, asegurar la reproducibilidad de los resultados, y
procesarlos posteriormente con redes neuronales para detectar
participantes del tráfico. En la Figura 1 se muestran ejemplos
de datos obtenidos mediante CARLA-ROS Bridge de los sen-
sores del vehı́culo y visualizados con la herramienta RViz de
ROS2.

(a) Imagen de la cámara RGB (b) Nube de puntos del sensor
LiDAR 3D

Figura 1: Ejemplo de visualización de los sensores con rviz2.

Por otro lado, en la Figura 2 se puede apreciar cómo el en-
torno ROS2 se comunica con CARLA permitiendo controlar
los parámetros del simulador y teleoperar el vehı́culo senso-
rizado. Además, dicho simulador envı́a datos de los sensores
a las redes neuronales para su procesamiento mediante ROS2.
En el caso de las imágenes RGB, el procesamiento es direc-
to por el paquete ROS2 Object Detection, mientras que para
el caso del LiDAR 3D, se utiliza la herramienta OpenPCDet
(OpenPCDet (2020)), que se comunica con ROS2 por medio
del wrapper PCDet ROS2 (Pradhan (2023)).

3. Redes neuronales para la detección de objetos a partir
de imágenes y nubes de puntos

Una de las aplicaciones que han adquirido importancia
en los últimos años es la detección de participantes del tráfi-
co para garantizar la seguridad y la eficacia de los vehı́culos
autónomos en entornos urbanos (Balasubramaniam and Pasri-
cha (2022)). En este contexto, las redes neuronales se han po-
sicionado como herramientas fundamentales, capaces de pro-
cesar datos sensoriales y proporcionar información en tiempo
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Figura 2: Esquema del entorno de trabajo. Los nodos de ROS2 se representan con un rectángulo azul, mientras que los tópicos con elipses.

real del entorno del automóvil. De entre los múltiples mode-
los de redes neuronales existentes, en este artı́culo se emplean
las CNN (Convolutional Neural Networks) y DETR (Detec-
tion Transformer) para el procesado de imágenes RGB, mien-
tras que para el caso de nubes de puntos se analizan las redes
PV-RCNN (PointVoxel Regional based Convolutional Neural
Network) y su evolución Part-A2-Net.

3.1. Detección de objetos a partir de imágenes RGB

Por un lado, las Redes Neuronales Convolucionales
(O’Shea and Nash (2015)), compuestas por capas de convo-
lución, de agrupación y una final donde todas las neuronas
están conectadas entre sı́, demuestran una capacidad excep-
cional para analizar imágenes capturadas por cámaras RGB,
extrayendo caracterı́sticas visuales significativas y clasifican-
do eficazmente los objetos dentro de la escena (O’Shea and
Nash (2015)). La estructura profunda de las CNNs y su habi-
lidad para aprender patrones complejos las convierten en he-
rramientas para la interpretación detallada de entornos urba-
nos. Sin embargo, el modelo original de CNN deja sin resolver
múltiples problemas como la repetición de cajas de clasifica-
ción (bounding boxes). Es por ello que surgen algoritmos de
alta eficacia pero cada vez más complejos, como es el caso de
YOLO (You Only Look Once) (Redmon et al. (2016)).

Paralelamente, las redes transformadoras de detección
representan una innovación significativa en el campo de
la visión por computador, basándose en una arquitectura
codificador-decodificador inicialmente diseñada para el pro-
cesamiento del lenguaje natural (NLP). Introducidas en 2017,
las redes transformadoras revolucionaron los mecanismos de
atención con su capacidad para realizar procesamiento parale-
lo, extendiendo posteriormente su aplicación al procesamiento
de voz e imágenes. Esta evolución culminó en 2021 con el de-
sarrollo de las DETR, diseñadas especı́ficamente para tareas
de detección de objetos (Carion et al. (2020)).

Además, existen variantes de las redes DETR, como las
DETR-ResNet-50, DETR-ResNet-50-DC5 y DETR-ResNet-
101, que se diferencian principalmente en su arquitectura y
rendimiento (Carion et al. (2020)). Por un lado, la red DETR-
ResNet-50 cuenta con 50 capas profundas, ofreciendo una
precisión media (Average Precision) AP = 42 % y una velo-
cidad de 28 FPS (Frames Per Second). Por otro lado, la red
DETR-ResNet-50-DC5 incluye una dilatación en la quinta ca-
pa convolucional (C5), lo que ofrece una mejora en la preci-
sión (AP = 43.3 %) a costa de una menor velocidad (12 FPS).
Finalmente, la red DETR-ResNet-101, cuenta con 101 capas
profundas, ofreciendo una mejor precisión (AP = 43.5 %) pero
con una mayor velocidad que en el caso anterior (20 FPS).

La arquitectura de las redes DETR se caracteriza por su
simplicidad y eficacia, dividida en tres componentes principa-
les (Carion et al. (2020)): una CNN para la extracción de ca-
racterı́sticas, un codificador que, gracias a su propiedad llama-
da atención, establece relaciones entre diferentes partes de la
imagen, y un decodificador que gestiona consultas de objetos
para predecir clases y localizaciones. Esta estructura elimina
la necesidad de mecanismos adicionales, solucionando de for-
ma directa problemas asociados con las CNNs tradicionales.
Sin embargo, un desafı́o de las DETR es su elevada demanda
computacional para el entrenamiento, lo que podrı́a limitar su
aplicación en proyectos con recursos limitados. A pesar de es-
te inconveniente, la disponibilidad de modelos preentrenados
abre la posibilidad de integrar eficientemente estas redes en
entornos como el simulador CARLA, ofreciendo una opción
viable para el procesamiento avanzado de datos.

3.2. Detección de objetos a partir de nubes de puntos

En el ámbito de la detección de obstáculos en nubes de
puntos tridimensionales (3D), para aplicaciones de conduc-
ción autónoma, se examinarán dos tipos de redes neuronales,
como son las PV-RCNN (Shi et al. (2020a)) y las Part-A2-Free
(Shi et al. (2020b)). ambas diseñadas para superar las limita-
ciones de los métodos convencionales en la detección de par-
ticipantes del tráfico.

Las redes PV-RCNN, surgidas en 2019, representan una
fusión entre 3D Voxel CNN y PointNet, propuesto en 2016
para el procesamiento directo de nubes de puntos mediante un
enfoque basado en vóxeles (Shi et al. (2020a)). Esta red hı́bri-
da ha demostrado una capacidad sobresaliente para la detec-
ción de automóviles, superando a modelos existentes en pre-
cisión según evaluaciones realizadas con el repositorio KITTI
(Geiger et al. (2013)), un estándar en la validación de algorit-
mos para vehı́culos autónomos. A pesar de su eficacia, la red
PV-RCNN ha sido especı́ficamente optimizada para la detec-
ción de vehı́culos, limitando su aplicación directa en la identi-
ficación de peatones y ciclistas, una consideración crucial para
la navegación segura en entornos urbanos.

De forma similar, las redes Part-A2-Net, y su variante sin
anclas (anchor-free), Part-A2-Free, introducidas también en
2019, abordan el análisis de nubes de puntos en dos etapas
fundamentales: la detección de obstáculos y la agregación pa-
ra el refinamiento de las bounding boxes (Shi et al. (2020b)).
Este enfoque permite una detección y clasificación más efec-
tiva de múltiples participantes de tráfico, incluidos vehı́culos,
peatones, y ciclistas, ofreciendo una precisión media supe-
rior en comparación con otros modelos evaluados con KIT-
TI. Además, la adaptación anchor-free del modelo Part-A2-
Net demuestra una versatilidad y rendimiento mejorados.
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4. Pruebas y análisis. Resultados de los métodos de de-
tección

Las pruebas se han realizado utilizando la versión 0.9.15.
del simulador CARLA junto a la versión Humble de ROS2,
dentro del sistema operativo Ubuntu 22.04, corriendo en un
equipo con procesador Intel Core i7-13700F a 5.2 GHz, 16
núcleos y 24 MB L2 Cache, dos módulos de memoria RAM
DDR5 16 GB 5600 MHz y una tarjeta gráfica GIGABYTE
RTX 4070 TI GAMING OC con 12 GB.

En relación al vehı́culo utilizado en las simulaciones, se
trata de un Toyota Prius con una cámara RGB estéreo, mo-
delo ZED2i, instalada en el parabrisas frontal. Cabe desta-
car que, en este trabajo solo se utiliza un canal de la cáma-
ra estéreo. Adicionalmente, el sensor LiDAR 3D, modelo
RS Helios 5515, está colocado sobre el techo del vehı́culo.
Dichos sensores son simulados mediante la amplia gama de
sensores virtuales que ofrece CARLA.

La metodologı́a de pruebas incorpora diversas condiciones
de simulación, que se muestran resumidas en la Tabla 1, donde
se aprecian diferentes escenarios urbanos con la presencia de
diferentes participantes de tráfico como peatones y vehı́culos,
que incluyen coches, motos, ciclistas, camiones, furgonetas y
autobuses. Esto permite examinar la robustez y flexibilidad de
cada modelo de red neuronal frente a situaciones complejas
y variadas que se presentan en la conducción autónoma. El
rendimiento de los modelos se ha estimado en función de ca-
racterı́sticas como la confianza en la identificación de partici-
pantes bajo diversas condiciones de iluminación y visibilidad.

Tabla 1: Resumen de las condiciones de las simulaciones.
# Vehı́culos Peatones Duración Entorno Mapa

1 30 25 3 min
Diurno y
despejado Town10

2 30 25 5 min
Nocturno y
despejado Town10

3 150 100 7 min
Diurno y
despejado Town15

4.1. Simulación 1: Condiciones diurnas

En el primer escenario, para el caso de la detección de
participantes del tráfico en imágenes RGB, algunos ejemplos
se muestran en la Figura 3, mientras que algunos de los re-
sultados de detección en la nube de puntos del LiDAR 3D se
muestran en la Figura 4.

YOLOv8 demostró una alta velocidad de inferencia, aun-
que con menor precisión en la detección comparado con las
redes DETR, que exhibieron un mejor rendimiento incluso
con un umbral de confianza del 85 %. Entre las redes DETR,
DETR-ResNet-50 y DETR-ResNet-101 destacaron por su ra-
pidez, siendo DETR-ResNet-50-DC5 la que presentó un peor
balance entre velocidad y potencia de detección.

La detección 3D reveló ciertas limitaciones en ambos mo-
delos. Por un lado, la red Part-A2-Free demostró ser más efec-
tiva en la detección de bicicletas, ofreciendo detecciones más
precisas y frecuentes. Por el contrario, la red PV-RCNN, re-
sultó ser más precisa en identificar autocares, mientras que
encontró dificultades con las bicicletas. Sin embargo, ambas
redes encontraron problemas para detectar peatones, lo cual

podrı́a deberse a la falta de alteraciones discernibles en las nu-
bes de puntos proporcionadas por el LiDAR.

(a) Red YOLOv8. (b) Red detr-resnet-50.

(c) Red detr-resnet-50-dc5. (d) Red detr-resnet-101.

Figura 3: Procesamiento de las redes candidatas para imágenes RGB en la
Simulación 1.

(a) Red PV-RCNN. (b) Red Part-A2-Free.

Figura 4: Procesamiento de las redes neuronales para nubes de puntos del Li-
DAR 3D en la Simulación 1.

4.2. Simulación 2: Condiciones nocturnas

En la segunda simulación, para el caso de la detección de
participantes del tráfico en imágenes RGB, algunos ejemplos
se muestran en la Figura 5, mientras que algunos de los re-
sultados de detección en la nube de puntos del LiDAR 3D se
muestran en la Figura 6.

En cuanto a la detección usando las cámaras RGB, la
transición a condiciones nocturnas no impactó significativa-
mente en la eficacia de las detecciones 2D. Los resultados
mostraron detecciones con un alto grado de confianza, de for-
ma similar a lo obtenido en condiciones diurnas. Además, en
el escenario nocturno se puede apreciar un mejor comporta-
miento de las redes transformadoras con densidades de tráfico
moderadas, en contraposición a la red YOLOv8 que, a pesar
de ser más rápida, mostró una potencia y fiabilidad inferiores
en comparación con las redes DETR.

Respecto a la detección en nubes de puntos 3D, se obtuvie-
ron los mismos resultados que en la primera simulación dado
que, en el simulador CARLA, las variaciones meteorológicas
no alteran el rendimiento del LiDAR.
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